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1. Monte Carlo Methoden: Rechnen mit dem W ürfel

1.1 Einleitung:

Unter dem Begriff der Monte Carlo Methoden werden s ämtliche Verfahren zusammengefasst, welche das

Element des Zufalls beinhalten. Darunter fallen sowohl genetische und evolution äre Algorithmen wie

auch das sp äter vorgestellte Simulated Annealing. Monte Carlo ist also nur ein Sammelbegriff f ür

verschiedene Algorithmen und ihren jeweiligen Implementationen. Wichtig ist diesem Zusammenhang

die Feststellung, dass all diese Verfahren erst durch Zufallszahlen zu einem effektiven Werkzeug werden.

Monte Carlo- oder auch randomisierte Verfahren genannt, bilden eine besondere Klasse der

probleml ösenden Algorithmen und heben sich durch einige hervorragende Eigenschaften von vielen

anderen Methoden ab. Mit zunehmender Problemkomplexit ät werden in vielen F ällen Monte Carlo

Methoden attraktiv und manchmal sind diese Verfahren, die sich das Gesetz der großen Zahl zunutze

machen, das einzig brauchbare Mittel um in annehmbarer Zeit zu einer akzeptablen L ösung zu kommen.

Viele Probleme �auch solche, die nicht danach aussehen- k önnen durch geschickte Beschreibung zu

einem stochastischen Problem und damit mit Monte Carlo l ösbar gemacht werden. Oft ist ein gewisses

Maß an Phantasie erforderlich um eine Problemklasse in durch ein stochastisches Modell zu ersetzen, und

manchmal ist dies auch gar nicht m öglich. Trotzdem sind randomisierte Verfahren ein m ächtiges und

h äufig verwandtes Werkzeug f ür komplexe oder hochdimensionale Probleme.

1.2 Monte Carlo Methoden: Die Urspr ünge:

Das Geburtsjahr der Monte Carlo Methode ist das Jahr 1949, in welchem J. v. Neumann und S. Ulam eine

Arbeit mit dem Titel �The Monte Carlo method� [Neumann et al., 1949] ver öffentlichten. Die

theoretischen Grundlagen dieses Verfahrens sind schon seit langem bekannt und seit geraumer Zeit

wurden spezielle Aufgaben der Statistik mit Hilfe zuf älliger Stichproben gel öst, was die praktische

Anwendung der Monte Carlo Methode darstellt. Die ersten Anwendungsfelder waren die Simulation von

Teilchenbewegungen, insbesondere in der Neutronenphysik. Jedoch waren diese vereinzelt

durchgef ührten Zufallsexperimente von einem enormen Arbeitsaufwand begleitet, da keine

elektronischen Datenverarbeitungsanlagen zur Verf ügung standen. Daher war die Entwicklung des

Computers unerl ässlich f ür einen breiten Einsatz dieser numerischen Methoden.

Die Monte Carlo Methode hat ihren Namen von der Stadt Monte Carlo im F ürstentum Monaco, die

besonders durch ihre Spielcasinos bekannt geworden ist
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1.3 Monte Carlo Methoden: Ein Beispiel:

Wir betrachten nun ein einfaches Beispiel, dass die Arbeitsweise der Monte Carlo Methode

veranschaulichen soll. Wir m öchten die Kreiszahl Pi m öglichst genau bestimmen, und zwar mit Hilfe von

Zufallszahlen. Dieses Beispiel ist leicht in diversen Programmiersprachen zu implementieren und wurde

durch zahlreiche Programme bereits realisiert, unter anderem bei [VirtLib]. Grundlage f ür den

Algorithmus sind der Einheitskreis und das ihn umschreibende Quadrat der Seitenl änge 2. Nun nutzen wir

zwei gleichverteilte Zufallszahlen x und y aus dem Intervall [-1,1] um das Quadrat mit ihnen zu

�beschießen�. Ein �Treffer� Z wird erzielt, wenn die Zufallszahlen die Gleichung x 2 + y 2 < 1 erf üllen, also

innerhalb des Kreises liegen. F ür unsere N äherung von Pi nutzen wir nun das Verh ältnis der abgegebenen

�Sch üsse� N zu den �Treffern� Z, also Pi ~ 4*(Z/N), siehe Bild 1.

Es ist unmittelbar einleuchtend, dass dieses Verfahren mit zunehmendem N bessere N äherungen f ür Pi

liefert.

Dieses Verfahren ist nicht auf Kreise beschr änkt:

Tats ächlich liegt das Hauptanwendungsfeld der Monte Carlo Methode beim L ösen von

(hochdimensionalen) Integralen. Der Prozess ist jedes Mal der gleiche: Aus dem Verh ältnis von

insgesamt benutzten Zufallszahlen zu denen, welche die dem Intergral zugeh örige Gleichung erf üllen

lässt sich eine Aussage über den Fl ächeninhalt des Integrals machen.

Bild 1: N äherung von Pi unter der Verwendung von 11425 Zufallszahlen. [VirtLib]
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1.4 Die Monte Carlo Methode: Allgemeine Aussagen:

Wie im letzten Abschnitt bereits angemerkt liegen die Hauptaufgaben der Monte Carlo Methode im l ösen

von n � dimensionalen Integralen. Schon bei Integralen von Dimensionen über 4 liegen die Resultate der

Monte Carlo Methode bei vergleichbarem Zeitaufwand deutlich über denen der klassischen Methoden.

Dies ist von entscheidender Bedeutung dort, wo hochdimensionale Integrale durchaus üblich sind, wie

etwa im Finanzwesen. Intergrale der Dimension 30 oder gar 365 sind hier die Regel und andere Verfahren

versagen v öllig ihren Dienst oder liefern nur, aufgrund des entstehenden Fehlers, unbrauchbare

Ergebnisse. [Theis et al., 2002]

Auch der Monte Carlo Methode haftet ein von der aufgewendeten Rechenzeit abh ängiger, zu erwartender

Fehler an. Dieser Fehler kann über folgende Formel abgesch ätzt werden:

Fehler ~ 1/N 1/2 bei der Monte Carlo Methode gegen über Fehler ~ 1/N^ 2/n , bei vergleichbaren Methoden,

wobei N die Anzahl der verwandten Rechenschritte sei. [Sobol, 1985]

Wie man sieht spielt die Dimension des Integrals keine Rolle f ür die Qualit ät des Ergebnisses, einzig die

Anzahl der verwendeten Zufallszahlen entscheidet dar über. Andererseits kann nat ürlich kein wirklich

genaues Ergebnis mit der Monte Carlo Methode errechnet werden. Erfahrungswerte zeigen hier, dass sie

nur eingesetzt werden sollte, wenn die gew ünschte Genauigkeit innerhalb von 5 � 10% des korrekten

Wertes liegt. [Sobol, 1985]

Allgemein l ässt sich die Genauigkeit der Monte Carlo Methoden über die Formel (D/N) 1/2 vorhersagen. N

ist wieder die Anzahl der Versuche, und D ist eine problemabh ängige Konstante. Hieraus ergibt sich: Will

man den Fehler um ein Zehntel (also eine Dezimalstelle) verkleinern, muss man N (also den

Arbeitsaufwand bzw. die Rechenzeit) um den Faktor 100 erh öhen. In der Praxis zahlt es sich meist aus,

nach verschiedenen Implementationen zu suchen, um ein kleines D zu erhalten und die Effizienz der

Rechnung dadurch zu erh öhen.

Auch hier liegt ein generelles Problem der Monte Carlo Methode. Das gleiche mathematische Problem

kann je nach stochastischer Umsetzung oder gew ählten Parametern in der konkreten Implementation zu

qualitativ sehr unterschiedlichen Ergebnissen f ühren. Obschon die eigentliche Implementation der Monte

Carlo Methode meist nicht sehr schwierig ist, kann ein gewisses Quantum an Erfahrung die Ergebnisse

sehr verbessern oder die notwendige Rechenzeit verk ürzen.

Ein weiterer Vorteil der Monte Carlo Methoden liegen in der genauen Vorhersagbarkeit der

erforderlichen Rechenzeit. Da die verwendeten Algorithmen kurz sind und nur sehr oft wiederholt

werden, kann aus der Kenntnis von kurzen L äufen auf den Zeitbedarf von langen L äufen geschlossen

werden.

Ich betrachte nun die Problemklassen, welche durch Monte Carlo Methoden gel öst werden k önnen.

Zun ächst einmal gestattet es das Verfahren, jeden Vorgang nachzubilden bzw. zu simulieren auf dessen

Ablauf zuf ällige Faktoren Einfluss nehmen. Des Weiteren kann man f ür viele mathematische Aufgaben,

die nichts mit Zufallszahlen zu tun haben, ein oder mehrere k ünstliche stochastische Modelle generieren,

die eine L ösung des Problems gestatten. Ein Problem dieser Art ist etwa das aufgef ührte Beispiel in 1.3.
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Nat ürlich lassen sich nicht alle mathematischen Probleme durch einen stochastisches System l ösen, was

die Anwendbarkeit dieser Methode zus ätzlich zu den erw ähnten Abstrichen in der Genauigkeit weiter

einschr änkt.

Ist dennoch eine genau Berechnung vonn öten muss man sich bei Anwendung der Monte Carlo Methode

auf lange Rechenzeiten einstellen, die viele Anwender dazu bewegen auf andere Verfahren umzusteigen.

Ein weiteres, nicht zu untersch ätzendes Problem, ist die Tatsache, dass moderne Computer keine echten

Zufallszahlen erzeugen k önnen. Waren bei den r öhrengest ützten Rechnern der fr ühen Epoche noch

Schwankungen im Spannungslevel der einzelnen R öhren hierf ür genutzt worden, werden bei modernen

CPUs Pseudozufallszahlen aus der Systemzeit oder komplexen Algorithmen, etwa der � Methode der

Reste �, generiert.

Quasi alle Algorithmen dieser Art funktionieren auf dem x k+1 = f(x k ) Prinzip, sind also oft periodisch,

beispielsweise bei Algorithmen, die mit dem modulo-Operator rechnen. Daraus ergibt sich ein mehr oder

weniger beschr änkter Vorrat an Pseudozufallszahlen.

Diese Zahlen m ögen f ür durchschnittliche Anwendungen durchaus gen ügen, k önnen aber bei Monte

Carlo zu v öllig unsinnigen Ergebnissen f ühren, da die eingespeisten Pseudozufallszahlen nicht der

erforderlichen Verteilung entsprechen.
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2. Monte Carlo konkret: Simulated Annealing

2.1 Simulated Annealing: Probleme �weichkochen�

Simulated Annealing ist eine Klasse von randomisierten Verfahren und damit ein gutes Beispiel f ür eine

Unterklasse der Monte Carlo Methode. Simulated Annealing kann in verschiedenen Varianten

sinntragend übersetzt werden: simuliertes Schmieden, simuliertes Gl ühen, simulierte Veredelung; alles im

Wortsinn passende Translationen. Den Kern trifft jedoch nur simuliertes Gl ühen, da das Verfahren einen

rein physikalischen Ursprung hat. Wird Metall verfl üssigt und in eine Form gegeben, so wird nur bei

einer langsamen Abk ühlung ein optimaler H ärtegrad erreicht. Das liegt daran, dass die Molek üle des

Metalls eine gewisse Zeit brauchen um sich in der optimalen Struktur, also dem Kristall, anzuordnen.

Erfolgt die Abk ühlung zu schnell, treten Unregelm äßigkeiten im Gitter auf, die den Zusammenhalt und

damit die Festigkeit verringern. Physikalisch gesehen heißt das nichts Anderes, als das im optimalen Fall

ein Energieminimum der beteiligten Molek üle erreicht wird.

Übertragen auf die Informatik bedeutet das Energieminimum den erstrebenswertesten Zustand eines

Problems, also die optimale L ösung. Wie beim physikalischen Bild rechnet das Simulated Annealing mit

einer (virtuellen) Temperatur, die über einen gewissen Zeitraum kontinuierlich gesenkt wird, um ein

m öglichst gutes Ergebnis zu erhalten. Die im realen Metall vorhandene Molekularbewegung wird beim

Simulated Annealing durch Zufallszahlen ersetzt.

Simulated Annealing ist, wie Eingangs erw ähnt, ein Klasse von Algorithmen. Es gibt lediglich die

Richtung vor, in der andere Algorithmen die eigentliche Optimierung leisten. Nur zusammen mit anderen

Algorithmen kann das Potential des Simulated Annealing genutzt werden. W ährend der so genannte

Gradient die Optimierungsarbeit leistet, sorgt der Einsatz von Simulated Annealing f ür das

Weiterkommen, wenn nur eine lokal optimale L ösung gefunden wurde.

Der Gradient ist in diesem Zusammenhang ein Algorithmus, der einen L ösungsvorschlag oder einen

Optimierungsschritt generiert. Simulated Annealing empf ängt die angebotene L ösung vom Gradienten,

und pr üft sie. Ist die neue L ösung besser als die vorhergehende, wird sie übernommen. Ist sie es nicht,

kann die neue L ösung trotzdem übernommen werden, und zwar abh ängig von einer Zufallszahl und der

aktuellen virtuellen Temperatur. Ist die virtuelle Temperatur sehr hoch, wird auch eine schlechtere

L ösung als die bisher Beste mit hoher Wahrscheinlichkeit übernommen. Das Gegenteil gilt f ür niedrigere

Temperaturen. Ist der virtuelle Abk ühlungsprozess weitgehend abgeschlossen, wird auch die Chance,

dass sich suboptimale L ösungen durchsetzen sehr klein. Eine ausf ührliche Erkl ärung folgt im Beispiel

zum Simulated Annealing in Punkt 2.2.

Wie im realen Metall, kann auch beim Simulated Annealing das absolute Energieminimum, also die

optimale L ösung, erreicht werden. Dies setzt ein entsprechend langsames Abk ühlen, bzw. lange

Rechendauer voraus. In diesem Zusammenhang muss die Qualit ät der erreichten L ösung bzw. der zu

erwartende Fehler wie in 1.4 beschrieben abgesch ätzt werden.
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2.2 Simulated Annealing: Einsatz am Travelling Salesman Problem

Das Travelling Salesman Problem, oder kurz TSP, ist ein klassisches NP-hartes Problem, und daher

geeignet um Heuristiken wie das Simulated Annealing zu testen.

Es ist nun die Aufgabe des Programmierers, das Bild des kochenden Metalls in die Problematik des TSP

zu überf ühren. Auch hier sind verschiedene Ans ätze vorstellbar. Stellt man sich jedoch die beteiligten

St ädte als die Molek üle der Schmelze vor, so ist das gew ünschte Energieminimum nat ürlich die k ürzeste

Rundreise durch eben jene St ädte. Als Gradient kann nun ein beliebiger Algorithmus gew ählt werden, der

am TSP eingesetzt wird, in diesem Beispiel wird die Nachbarschaftssuche nach Lin verwendet. Eine

konkrete Implementation in Pseudocode dieser Kombination kann etwa so aussehen:

1. Initialisiere Pfad P 0 , Temperatur T 0 , Iterationsschritte S

2. Generiere Pfad P l mittels 2er Nachbarschaftssuche (Lin)

3. If f(P l) < f(P k ) or e ((f(P k )-f(P l))/T) > R Then P k = P l

4. Gehe zu 2. bis die Iterationsschritte abgearbeitet sind.

5. Erniedrige die Temperatur und gehe zu 2.

Ausf ührlich:

1) Initialisiere Pfad P 0 , Temperatur T 0 , Iterationsschritte S

Den Beginn bildet ein beliebiger, valider Pfad P 0 , um der Nachbarschaftssuche einen Startpunkt zu geben.

Des Weiteren muss eine Temperatur T 0 initialisiert werden, die von entscheidender Bedeutung f ür ein

gutes Funktionieren des Algorithmus ist. Ist sie zu niedrig gew ählt, bleibt der Prozess schnell in lokalen

Optima h ängen. Ist sie zu hoch, wird quasi jede neue L ösung übernommen und der Gradient wird sinnlos.

Hier zeigt sich ein typisches Problem der Monte Carlo Algorithmen. Die konkrete Wahl der Parameter

des Algorithmus beeinflusst entscheidend die Laufzeit sowie die Qualit ät des Ergebnisses. Die Parameter,

wie in unserem Beispiel die Temperatur, m üssen im Hinblick auf den verwendeten Gradienten, die

gew ünschte Genauigkeit und sogar abh ängig vom konkreten Problem, gew ählt werden. Zwei

verschiedene Instanzen des TSP k önnen bei gleicher Parameterwahl zu qualitativ sehr unterschiedlichen

Ergebnissen f ühren.

Die Zahl der Iterationsschritte S gibt an, f ür wie viele Iterationen die gegenw ärtige Temperatur gehalten

werden soll, bevor sie erniedrigt wird.

2) Generiere Pfad P l mittels 2er Nachbarschaftssuche (Lin)

Nun beginnt die Arbeit des Gradienten, in unserem Beispiel die 2er Nachbarschaftssuche nach Lin.

Dieser Algorithmus bricht je zwei Kanten der Rundreise auf, um die beteiligten St ädte über Kreuz zu

verbinden. Dieser Algorithmus kann, bei großen Instanzen des TSP, wiederum eine Heuristik sein, da

nicht alle m öglichen Varianten gepr üft werden. Wichtig f ür das Simulated Annealing ist jedoch nur das

beste Ergebnis dieser Suche.
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3) If f(P l) < f(P k ) or e ((f(P k )-f(P l))/T) > R Then P k = P l

Hierbei ist nun f die L ängenfunktion, die also die L änge der konkreten L ösung ausrechnet und R eine

gleichverteilte Zufallszahl. P k und P l sind der neue und der alten Pfad.

Man sieht, dass der neue beste Pfad P k in zwei unabh ängigen F ällen den alten überschreiben darf. Wenn

P k k ürzer ist als P l wird er logischerweise sofort übernommen, schließlich wollen wir eine m öglichst

kurze Tour.

Er kann aber auch übernommen werden, wenn er l änger ist als der alte Pfad, n ämlich dann, wenn der

zweite Teil der or - Bedingung erf üllt ist. Die Potenz von e erzeugt zwangsl äufig eine Zahl kleiner als

eins, da P l gr ößer ist als P k . Wie viel kleiner als eins diese Zahl ist, h ängt dabei nat ürlich auch von der

aktuellen Temperatur T ab. Der erzeugte Wert wird nun mit einer Zufallszahl R aus [0,1] verglichen.

Sollte er kleiner als R sein wird trotz der l ängeren Tour P k als neuer Wert übernommen. Auf diese Weise

rechnet die Nachbarschaftssuche im n ächsten Schritt zwar wieder mit einer ung ünstigeren Ausgangsbasis,

hat aber die Chance lokale Optima zu verlassen und vielleicht eine bessere, global optimale L ösung zu

finden.

4) Gehe zu 2) bis die Iterationschritte abgearbeitet sind

An diesem Punkt ist eine gute Abstimmung zwischen Temperatur, Senkungsrate und der Anzahl der

Iterationsschritte wichtig, um ein gutes Ergebnis zu erzielen.

5) Erniedrige die Temperatur und gehe zu 2)

Am Ende der Schleife wird die Temperatur erniedrigt, um den virtuellen Abk ühlungsprozess

voranzutreiben. Auch hier orientiert man sich am realen Vorbild und l ässt die Abk ühlungsrate

gleichm äßig sinken. Gebr äuchliche Werte sind etwa 5 � 10% des zuletzt verwendeten Wertes von T. So

ist gew ährleistet, dass zum Ende der Suche keine großen Spr ünge ein gutes Ergebnis zerst ören, sondern

nur noch kleine Optimierungen stattfinden.

Leider ist diese Variante des Simulated Annealing wenig effektiv im Vergleich zu anderen Algorithmen,

die sich des TSPs annehmen. Mit weiteren Verbesserungen, etwa dem Neighborhood Pruning kann

jedoch die Effektivit ät relativ einfach erh öht werden. [ Johnson et al. ] Des Weiteren zeigt der gleiche

essay, dass f ür den Fall einer weiteren Monte Carlo Methode als Gradient eine niedrige Starttemperatur

vorteilhaft ist ( Low Temperature Start ). Die folgende Tabelle, ebenfalls entstanden aus einer Studie von

[ Johnson et al. ] zeigt die Leistungen verschiedener Implementationen des Simulated Annealing im

Vergleich zu 2-opt , 3-opt und Lin-Kernigham Algorithmen.
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Bild 2: Tabelle aus [ Johnson et al. ]. Verschiedene Varianten des Simulated Annealing
im Vergleich mit Nachbarschafssuche (2-Opt, 3-Opt) sowie Lin � Kernighan.

Die Tabelle aus Bild 2 zeigt die Ergebnisse des essay von [ Johnson et al. ] im Kapitel Simulated Annealing. Die

L ängen der Instanzen des Problems sind mit 10 2 , 10 2,5 und 10 3 angegeben. In der Spalte �Variant� ist der

verwendete Algorithmus aufgef ührt, in der ersten Zeile unter �Variant�die Varianten des Simulated Annealing

mit Neighborhood Pruning und Low Temperature Start . Im Vergleich dazu finden sich darunter die Ergebnisse

für die Nachbarschaftsuche (2-Opt, 3-Opt) und den Kin-Kernigham Algorithmus. Die zweite Spalte gibt nun den

�Fehler�, also die prozentuale Abweichung vom optimalen Ergebnis an. Die dritte Spalte ganz rechts gibt die

Laufzeit der verwendeten Algorithmen an.

W ährend die unserem Beispiel ähnliche Variante SA 1 nicht überzeugen kann, erkennt man, dass die um

einige Punkte ( Neighborhood Pruning, Low Temperature Start ) verbesserte Implementation SA 2 schon

sehr dicht an den Referenzalgorithmen liegt.

Insgesamt sind die Ergebnisse des Varianten des Simulated Annealing mit denen der Nachbarschaftssuche

vergleichbar, jedoch nicht mit denen des Lin-Kernighan Algorithmus. W ährend Nachbarschaftssuche und

Simulated Annealing bei vergleichbarem Aufwand qualitativ ähnliche Ergbnisse liefern, besticht der Lin-

Kernighan Algorithmus durch bessere Ergebnisse bei k ürzerer Laufzeit.
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Simulated Annealing: Fazit

Simulated Annealing ist das Standartverfahren f ür Optimierungprobleme in allen Naturwissenschaften.

Das liegt wohl an der einfachen Implementation und den verh ältnism äßig guten Ergebnissen. W ährend

die Programmierung von etwa genetischen - und evolutiven Algorithmen oder gar Ant Colonies sehr

aufwendig ist, kann in der gleichen Zeit die Optimierung mit Hilfe von Simulated Annealing bereits

abgeschlossen sein. Simulated Annealing verhilft den meisten Optimierungsproblemen mit relativ wenig

Aufwand und Zeit-/Recheneinsatz zu einer akzeptablen L ösung.

Seine St ärken liegen in der einfachen Progammierung, der Anpassungsf ähigkeit f ür viele Probleme und

der gut steuerbaren Abh ängigkeit von Aufwand und Qualit ät. Ein weiterer Vorteil ist die einfache

Erweiterbarkeit um weitere Algorithmen, die die Leistung bei geschicktem Einsatz oft deutlich

verbessern.

Die Schw ächen des Simulated Annealing decken sich in etwa mit den allgemeinen Problemen beim

Einsatz von Monte Carlo Methoden. Auch Simulaed Annealing lebt von der optimalen Wahl der

Parameter, die sich nicht nur an der konkreten Implementation festmachen lassen, sondern auch von der

Probleminstanz selbst stark abh ängig sein k önnen. Auch hier gilt, dass Erfahrung und Testl äufe

notwendig sind, um ein akzeptables Ergebnis zu erhalten.

F ür das TSP hat sich das Simulated Annealing zu einem brauchbaren, aber nicht optimalen Werkzeug

entwickelt. Da bereits andere, sehr einfache Algorithmen wie die 2-opt Nachbarschaftssuche allein

ähnlich gute Ergebnisse erzielen, ist bei professioneller Anwendung des TSP sicher nicht Simulated

Annealing das Verfahren der Wahl. Auch die Abh ängigkeit der Parameter von der konkreten

Probleminstanz tragen sicher nicht zu seiner Beliebtheit im Falle des TSP bei.

Aber dies ist auch gar nicht notwendig, denn die St ärken des Simulated Anneling liegen woanders,

n ämlich wie bereits erw ähnt in den Optimierungsproblemen der Naturwissenschaften. Einfache

Programmierung und gute Ergebnisse haben hier daf ür gesorgt, dass das Simulated Annealing der an

h äufigsten eingesetzte Algorithmus ist.
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